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Abstract　MultiＧinstancelearninghasbeenappliedtovarioustasks,suchasimageretrieval,text
classification,facerecognition,etc．Deepneuralnetworkhasalsobeensuccessfullyappliedtoplenty
oftasksandproblems．MIＧNetsareoneofthesuccessfulapplicationstomultiＧinstancelearningof
deepneuralnetwork．AlthoughMIＧNetshaveobtainedachievementsandthemaintasktheyaregood
atisimagetask,whileonnonＧimagetasks,theyshow mediocreperformance．Overthelasttwo
years,deepforesthasachievedgoodperformanceonnonＧimagetasksandisfavoredforitsless
parametersandsteadyperformancecompared withdeepneuralnetwork．Thusitisurgentand
necessarytoapplydeepforestto multiＧinstancelearning．However,duetothelimitationofthe
structureofdeepforest,wecannotsimplysubstitutethebagＧlevelforestforeachforestofdeepforest．
Therefore,weneedtochangethestructureofdeepforesttoachieveourpurpose．Inthispaper,we
provideanewstructureofdeepforest,thatismultipleinstancedeepforest(MIDF)．Weregardeach
instancefrom abagasanew bag,andthusthedistributionoutputfrom the middlelevelcan
concatenatetheoriginalbagtomakethecascadestructurevalid．Wecanalsoassurethenumberof
layersofMIDF．Experimentalresultsshowthatourmethodhascomparableperformancewith MIＧ
Netsonimagetask,whileonnonＧimagetasks,ourmethodoutperformsMIＧNetsandotherbaseline
methods．

Keywords　machinelearning;multiＧinstancelearning;deepforest;supervisedlearning;nonＧimage
categorization

摘　要　多示例学习已经广泛地应用到各个领域,如图像检索、文本分类、人脸识别等．而近年来深度神

经网络也成功地运用到各个任务和问题上,MIＧNets是深度神经网络在多示例学习领域一个成功的应

用．虽然 MIＧNets很成功,但其主要在图像相关的任务上表现突出,而在非图像任务比如文本分类任务

上的性能并不令人满意．而最近２年兴起的深度森林在非图像任务上取得了较好的成绩,并因为其相对

于深度神经网络有较少的参数和较稳定的性能而受到青睐．所以用深度森林来提升多示例学习性能



具有可行性．但由于深度森林结构的限制,并不能把组成深度森林的每一个森林都直接替换成包级别的

森林,需要修改深度森林的结构来达到目的．提出了一种新的深度森林架构 MIDF．在该架构下,为了使

得中间层的输出分布可以和包中的示例拼接成功,拼接时把包里的每个示例都看作是一个包,从而使得

级联结构依然有效．另外,还能自动确认深度森林的层数．实验结果表明:该方法在图像任务上的性能与

擅长处理图像任务的 MIＧNets相当;而在文本数据上,该方法取得了比 MIＧNets和其他基线算法更好

的效果．

关键词　机器学习;多示例学习;深度森林;监督学习;非图像分类

中图法分类号　TP１８

　　多示例学习(multipleinstancelearning,MIL)
在药物活性预测调查期间被首次提出[１]．与传统的

单示例学习不同,多示例学习的输入是一组标签为

正或负的包,而不是一组标签为正或负的示例．在多

示例学习中我们不会得到任何示例的标签信息．如
今,多示例学习已经广泛地应用于各种领域,如图像

分类检索、人脸识别、文本分类、计算机辅助医疗诊

断等[２]．在过去的时间里,已经提出了很多有效的

MIL算法[３Ｇ５]．
而近年来,深度神经网络也在各个领域都取得

了很好的效果[６Ｇ８]．其中 MIＧNetwithDS和 MIＧNet
withRC[９]是深度神经网络在多示例学习领域的成

功应用,它使用了深度学习的技巧:深度监督和剩余

连接,在图像领域的数据上取得了优异的成绩．然而

在非图像任务上的性能并不像在图像任务上那么优

秀．与大部分的深度神经网络模型一样,它也需要人

工针对不同的数据集进行结构调整和参数选择．
最近几年,深度森林[１０]进入了人们的视野．这

是一种基于非可微模块构建的深度模型,具有比深

度神经网络少得多的超参数,同时其模型复杂性可

以通过数据相关的方式自动确定．实验表明,其性能

对于超参数设置非常稳健,因此在大多数情况下,即
使面对来自不同领域的不同数据,也可以通过使用

相同的默认设置获得出色的性能．此外由于决策树

的特性,深度森林在非图像的领域上也有着不错的

效果．
因此在非图像任务上利用深度森林架构来解决

多示例学习问题或许是一种更好的选择．Amores[２]

指出包级别的算法通常比示例级的算法效果要好．
但由于深度森林结构的限制,组成深度森林的每一

个森林并不能直接被替换成包级别的森林,所以并

不能把包级别的思想直接套用到深度森林框架上．
这就使得我们需要提出一种新的深度森林结构来解

决多示例学习问题．

本文提出了一种新的深度森林架构(multiple
instancedeepforest,MIDF),使用了包级的算法思

想．在拼接时我们把包里的每个示例都看做是一个

包,从而使得中间层的输出分布可以和包中的示例

拼接成功,让级联结构依然有效．此外我们的架构由

２个级联结构组成,一个使用k 折交叉验证来帮助

自动确定深度森林的层数,另一个根据所求的层数

来计算最终的结果．实验结果表明:我们的方法在图

像任务上的性能与擅长处理图像任务的 MIＧNet
withDS和 MIＧNetwithRC 相当;而在文本数据

上,我们的算法取得了比它们和其他基线算法更好

的效果．

１　背景知识

本节主要介绍多示例学习问题的定义,并回顾

一个经典的基于包级别的多示例决策树算法ID３Ｇ
MI[１１]．

多示例学习(MIL)问题最初在药物活性预测中

提出．现在多示例学习已经被广泛应用于许多领域,
并成为机器学习中的一个重要问题．在大量的多媒

体数据中都包含着多示例(multipleinstance,MI)
结构,例如文本数据中的文章可以被分为多个段落,
图像数据可以被划分成多个局部区域,基因表达数

据包含着多个基因．多示例学习能够有效地处理这

些多示例(MI)数据．
多示例学习(MIL)是一种弱监督学习(weakly

supervisedlearning,WSL)．在 MIL中,每一个训练

样本都是一个由许多示例组成的包．对于二分类问

题,如果一个包中存在至少一个标签为正的示例,那
么我们称这样的包是一个正包．如果一个包中的示

例标签都为负,那么我们称这样的包是一个负包．尽
管我们可以得到包的标签,但是所有示例的标签都

是未知的．多示例学习的目标就是要在这样的假设
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下,训练出一个学习器能够很好地预测出包的标签．
用形式化的语言来说:假设 X 是一个示例空间,Y

是一个类别标签的集合．给定一个数据集{(X１,

y１),(X２,y２),􀆺,(Xi,yi),􀆺,(XN ,yN )},其中

Xi＝{x(i)
１ ,x(i)

２ ,􀆺,x(i)
j ,􀆺,x(i)

ni
}⊆X 表示一个包,

yi∈Y＝{－１,＋１}表示Xi 的标签,多示例学习的

任务就是去寻找一个能够分类未知标签包的函数

f:２X →{－１,＋１}．
目前已经有许多算法被用来解决 MIL问题．根

据 Amores的调查,MIL算法可以分为３个种类:
示例空间 (instancespace,IS)范式、包空间 (bag
space,BS)范式和嵌入空间(embeddedspace,ES)
范式．简而言之,对于IS范式,判别信息被认为是在

示例级别上的,而在BS范式中,判别信息是在包级

别上的．ES范式中的多示例学习算法明确或隐含地

将每个包映射到单个特征向量上,该特征向量总结

了关于整个包的相关信息．
ID３ＧMI算法就是一种包级多实例学习的算法,

它遵循的是一种常见的分而治之的决策树方式．众
所周知,决策树算法有着２个重要组成部分:１)如

何选择分割树节点的属性;２)如何使用树进行预

测．因此ID３ＧMI算法使用与标准决策树相同的方法

来进行预测,也就是使用未知标签的包所落入的叶

子节点的标签来确定该包的标签．显然ID３ＧMI算法

的关键是如何定义一种衡量标准用来选择决策树的

划分点．
对于传统的熵(entropy),不妨假设数据集 D

包含p 个正例和n 个负例,那么依据类别得到的D
的熵可以写作:

Info(D)＝－
p

p＋nlb( p
p＋n)－

n
p＋nlb( n

p＋n)． (１)

如果选择在属性V 上划分,并将 D 划分为

{D１,D２,􀆺,Dl},那么此时的熵可以写作:

Info(D,V)＝∑
l

i＝１

Di

D Info(Di)． (２)

　　此时的信息增益可以写作:

Gain(D,V)＝Info(D)－Info(D,V)＝

Info(D)－∑
l

i＝１

Di

D Info(Di)． (３)

　　对于多示例学习,我们只需要考虑如何把计算

正负例的个数转换成计算正负包的个数．假设π(X)
和ν(X)分别表示在数据集 X 中出现的正包和负包

的个数．那么使用V 来划分数据集D 所得到的熵可

以写作:

Infomulti(D)＝

－
π(D)

π(D)＋ν(D)lb( π(D)
π(D)＋ν(D))－

ν(D)
π(D)＋ν(D)lb( ν(D)

π(D)＋ν(D)), (４)

Infomulti(D,V)＝

∑
l

i＝１

π(Di)＋ν(Di)
π(D)＋ν(D)Infomulti(Di)． (５)

　　使用相同思路可以得到多示例学习下的信息

增益:

Gainmulti(D,V)＝Infomulti(D)－
Infomulti(D,V)＝Infomulti(D)－

∑
l

i＝１

π(Di)＋ν(Di)
π(D)＋ν(D)Infomulti(Di)． (６)

　　算法１通过伪代码的形式给出了包级多实例决

策树ID３ＧMI生成决策树过程的详细描述:
算法１．BuildID３ＧMI(X,Y,node,depth)．
①ifdepth＞max_depth或者∀yi∈Y 标签相

同then
② 　将节点node置为叶子节点;

③ 　return;

④endif
⑤featureId,threshold←FindBestSplit(X,y);

⑥ 将左孩子节点中的包初始化 XLeft←∅,
YLeft←∅;

⑦ 将右孩子节点中的包初始化 XRight←∅,
YRight←∅;

⑧forbagXi∈X do
⑨ 　if∃instancex(i)

j ∈Xi 且x(i)
j,featureID≤

thresholdthen
⑩ 　　XLeft←XLeft∪Xi;

􀃊􀁉􀁓 　　YLeft←YLeft∪yi;

􀃊􀁉􀁔 　else
􀃊􀁉􀁕 　　XRight←XRight∪Xi;

􀃊􀁉􀁖 　　YRight←YRight∪yi;

􀃊􀁉􀁗 　endif
􀃊􀁉􀁘endfor
􀃊􀁉􀁙ifXLeft≠∅andXRight≠∅then
􀃊􀁉􀁚 　node．left←DecisionNode(node,

　node．depth＋１);

􀃊􀁉􀁛 　node．right←DecisionNode(node,

　node．depth＋１);
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􀃊􀁊􀁒 　BuildID３ＧMI(XLeft,YLeft,node．left);

􀃊􀁊􀁓 　BuildID３ＧMI(XRight,YRight,node．right);

􀃊􀁊􀁔endif

２　多示例深度森林

多示例深度森林同时具有多示例森林和深度森

林的优势．但是简单地将两者结合起来并不可行,我
们需要更有效的结合方式．
２．１　多示例森林

Fig．１　Theillustrationofclassvectorgeneration
图１　类向量生成示意图

本节 介 绍 ２ 种 多 示 例 森 林 算 法 MIRF 和

BLRT[１２],它们分别受到随机森林算法和极根随机

树算法的启发．
随机森林(randomforests,RFs)最初由 Amit

等人提出[１３]并由 Breiman[１４]扩展．在随机森林中,
每一棵树的训练集都是通过对原始训练集的有放回

采样(自助采样法bootstrap)得到的．除此之外,在
建树时对每个节点划分的选择也不再是对所有的属

性计算一个最优化分,而是在属性集的一个随机子

集中选择最优化分属性．如果我们假设所有的样本

属性总数都是d,那么随机森林通常会挑出 d个属

性用于选择最优化分．多示例随机森林(MIRF)使用

了和随机森林类似的集成方法,它们之间的区别是

MIRF集成的是包级多示例决策树ID３ＧMI而非传

统的决策树．
在极根随机树算法(ExtraTrees)[１５]中,使用了

更进一步的随机化步骤．与随机森林一样,极根随机

树也是在候选特征的随机子集上来寻找划分,但不

同的是极根随机树并非在每个属性上计算最优划分

点,而是在这些属性上随机选择划分点．换言之这个

值是在属性的经验范围内均匀随机选取的．在所有

的随机划分点中,极根随机树会选择其中最优的作

为该节点的划分点．BLRT 受到了极根随机树的影

响,并将传统的ExtraTree像ID３ＧMI那样推广成了

包级多示例ExtraTree．
２．２　多示例深度森林

多示例深森林(MIDF)受到了深度森林的启

发,它也具有级联结构,级联的每一层都是从其前一

层接收特征,并将结果发送给下一层作为输入．
MIDF的每一层都是 MIRF和BLRT这２种不同多

示例森林的集成,使用不同种类的森林集成可以增

加 MIDF算法的多样性．
在深度森林中,如果将示例提供给级联结构的

某一层,则这一层中所有的森林都会预测出一个类

别分布的估计值,并将这个分布估计值转化为类别

向量,如图１所示．之后我们将类别向量与原始特征

向量拼接起来,作为输入传递给下一层．但在 MIDF
中,得到该层中的每个森林所给出的包级预测后,我
们不能简单地将长度为２的类别向量与大小为ni

×d 的原始特征矩阵直接拼接起来,因为他们在维

度上并不相同．
为了解决拼接问题,我们将所有的森林都按包

级进行训练(不妨假设每层由２个 MIDF 和２个

BLRT组成)．之后对于任意包Xi⊆X,将其中的每

个示例x(i)
j ∈Xi 都看作一个包,这样会得到一个新

的包集合 X′,并把它提供给当前层的森林．森林会

给出一个大小为２× ∑
N

i＝１
ni 的类别向量的集合．此时

训练集中的每个示例都可以与一个长度为２的类别

向量进行拼接．在做好拼接之后,我们重新按照 X

将所有的示例划分成包,得到新的集合X″,并把它

作为输入传递给下一层．X″中的每个示例x(i)
j ∈Xi

都有个d＋８个属性．图２的级联结构中详细地给出

了具体的拼接过程．
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Fig．２　Theillustrationofthecascadestructureofmultipleinstancedeepforest
图２　多示例深度森林级联示意图

本文算法由２个级联结构组成:１)用于确定

MIDF的层数;２)用于计算最终预测结果．第１个级

联中的每个森林所预测出的类别向量都是通过k
折交叉验证得到的,这里我们通常取k＝３．详细地,
每个示例都会被用作训练数据k－１次,产生k－１
个类别向量,然后对其取平均值以产生用于传递给

下一层的增强特征．此外,在扩展一个新层之后,整
个级联的性能将在验证集上进行评估,如果没有显

著的性能增益,那么训练过程将会终止．因此,我们

可以通过第１个级联结构来自动地确定级联的层

数．第２个级联的每一层则使用了完整的训练数据,
其训练的层数由第１个级联结构计算给出,并得到

最终的预测结果．

３　实验测试

在本节中,我们分别在多个多示例学习基准数

据集上进行实验,包括分子活动、图像识别以及文本

分类数据集．并在这些数据集上对比多示例深度森

林算法(MIDF)、Wang等人提出的多示例神经网络

算法(MIＧNetwithDS和 MIＧNetwithRC)以及

MILES,miGraph,ID３ＧMI,MIRF等多示例学习算

法的效果．
３．１　任务及其数据集

我们分别在３类任务上进行实验:

１)药物激活预测．Musk数据集是１９９７年由

Dietterich等人发布的关于预测分子是否具有麝香

味的数据集．由于每个分子都可以被描述为它能够

折叠成的不同形状(构象异构体),我们将每个分子

对应为一个包,而包中的每一个示例则对应该分子

的不同构象．其中,不同构象负责分子的不同性质,
也就是它的气味．在实验里,如果至少包含一种能够

让分子产生麝香味的构象,我们就将这个分子(包)
标为正类,如果没有任何一种构象具有这种性质,我
们就把这个分子标为负类．

２)自动图像标注．在这一类任务中有３个比较

有名的数据集,分别是 Andrews等人于２００２年提

出的Fox,Tiger和 Elephant数据集[３]．在这类任务

中,我们把图像本身作为包,图像的不同区域作为包

中的示例．对于每个类别,如果图像包含该类动物,
我们就把这个图像看作为正包,如果图像仅包含其

他动物(来自其他类别的动物,不仅仅是Fox,Tiger
和Elephant),那我们将其看作为负包．

３)文本分类．我们从一个名为２０Newsgroups
的语料库中生成了２０个文本分类数据集,对于２０
个新闻类别中的每一个都生成了５０个正包和５０个

负包．其中每个正包都包含了从目标类别中随机抽

取的３％的示例,并从其他类别中随机均匀采样剩

余示例,每个负包则只包含从其他类别中均匀采样

的示例,并不包含本类别的数据．在所生成的包中的

每个示例均拥有８０维的特征．
３．２　实验设计

我们设计实验用来验证本文的多示例深度森林

算法能够与深度神经网络以及其他算法在多个数据

集上效果相当,并且在某些数据集上会取得更好的

效果,同时我们的算法还能够更加容易地进行超参

数的调整．在实验中,对于所有的数据集,我们都使

用相同的级联结构(参数):每一层由２个包级多示

例极跟随机树(BLRT)和２个包级多示例随机森林
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(MIRF)构成,其中每个森林均包含５０棵树．
对于深度神经网络,我们使用 Wang等人在

２０１８年提出的 MIＧNetwithDS和 MIＧNetwithRC
算法,这些算法都需要设定不同的学习率、权重衰减

和动量值来获得在不同数据集上的高性能．因此,我
们进行实验时在验证集上验证不同参数的效果,选
择最佳的参数,并在训练集上重新训练得到最终的

预测结果．
对于其余的多示例算法我们也使用了和 MIＧ

NetwithDS和 MIＧNetwithRC一样的方法来确

定它们在不同数据集上的最优参数,并使用该参数

得到最终的预测结果．
３．３　实验结果

我们通过１０次１０折交叉验证来比较ID３ＧMI、

MIRF以及 MIDF算法的性能(运行１０次１０折交

叉验证,每次采取不同的随机数据划分)．表１和表２
展示了测试准确率的比较．

表１给出了在药物激活预测以及自动图像标注

任务上的实验结果,表２给出了在文本分类任务上的

实验结果,其中用黑体加粗来标注得到的最好结果．

Table１　DetailedCharacteristicsofDatasets
表１　数据集的具体信息

Datasets Attribute
Bag

Positive Negative Total
Instance

Musk１ １６６ ４７ ４５ ９２ ４７６

Musk２ １６６ ３９ ６３ １０２ ６５９８

Elephant ２３０ １００ １００ ２００ １２２０

Tiger ２３０ １００ １００ ２００ １３９１

Fox ２３０ １００ １００ ２００ １３２０

Table２　AveragePredictionAccuracyofDifferent
MethodsforDrugandImageDatasets

表２　药物和图片标注数据集上不同算法的平均预测准确率

Algorithms Musk１ MUSK２ Elephant Fox Tiger

MILES ０．８４ ０．８０ ０．８２ ０．６１ ０．８０

miGraph ０．８８ ０．８４ ０．８０ ０．６０ ０．７９

MIＧNetwithRC ０．８８ ０．８５ ０．８４ ０．６０ ０．８１

MIＧNetwithDS ０．８９ ０．８４ ０．８５ ０．５９ ０．８１

ID３ＧMI ０．７７ ０．７１ ０．６７ ０．５６ ０．６９

MIRF ０．８７ ０．８０ ０．７６ ０．５４ ０．７２

MIDF ０．８９ ０．８１ ０．８４ ０．５８ ０．７９

　Note:Thebestresultsareinbold．

Table３　AveragePredictionAccuracyofDifferentMethodsforTextCategorizationDatasets
表３　文本分类数据集上不同算法的平均预测准确率

Datasets MILES miGraph MIＧNetwithRC MIＧNetwithDs ID３ＧMI MIRF MIDF

alt．atheism ０．６５ ０．７４ ０．７７ ０．６８ ０．６７ ０．７５ ０．７９

comp．graphics ０．６４ ０．８０ ０．７９ ０．７４ ０．７３ ０．８１ ０．８１

comp．os．msＧwindows．misc ０．５７ ０．５７ ０．６４ ０．５８ ０．５６ ０．６０ ０．６１

comp．sys．ibm．pc．hardware ０．６３ ０．５７ ０．５８ ０．５５ ０．６６ ０．７４ ０．７３

comp．sys．mac．hardware ０．５９ ０．７３ ０．７４ ０．６８ ０．６７ ０．７５ ０．７９

comp．windows．x ０．７４ ０．７７ ０．７０ ０．５６ ０．７３ ０．７８ ０．７７

misc．forsale ０．５４ ０．６５ ０．５８ ０．５７ ０．５３ ０．６０ ０．６４

rec．autos ０．６１ ０．７１ ０．６２ ０．６６ ０．６７ ０．７０ ０．７２

rec．motorcycles ０．６５ ０．７８ ０．８４ ０．８０ ０．７６ ０．７９ ０．８１

rec．sport．baseball ０．７１ ０．７４ ０．７９ ０．７０ ０．６９ ０．７８ ０．８２

rec．sport．hockey ０．７８ ０．７９ ０．７４ ０．６０ ０．７１ ０．７７ ０．８０

sci．crypt ０．７４ ０．６６ ０．７０ ０．６６ ０．６７ ０．７４ ０．７６

sci．electronics．mat ０．７０ ０．８６ ０．８４ ０．７８ ０．８４ ０．９０ ０．９１

sci．med ０７０ ０．８１ ０．７７ ０．６９ ０．６４ ０．７１ ０．７１

sci．space ０．６１ ０．６７ ０．７３ ０．６７ ０．６３ ０．６９ ０．７４

soc．religion．christian ０．６１ ０．７１ ０．７１ ０．６５ ０．６１ ０．７４ ０．７４

talk．politics．guns ０．７０ ０．６２ ０．７２ ０．６３ ０．６５ ０．６９ ０．７１

talk．politics．mideast ０．７１ ０．６２ ０．６４ ０．６４ ０．７３ ０．７９ ０．８０

talk．politics．misc ０．５６ ０．６１ ０．６２ ０．６４ ０．５８ ０．６０ ０．６４

talk．religion．misc ０．６０ ０．６４ ０．６３ ０．６２ ０．５９ ０．６７ ０．６８

　Note:Thebestresultsareinbold．
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　　MIDF在这些数据集上均展现了较好的效果,
尤其是在处理文本分类任务时,我们在２０个数据集

中的１２个数据集上取得了最优效果,并在其他８个

数据集上同最优结果相当．同时在图像数据上我们

同示例级的神经网络算法效果也相差不大．此外尽

管其他算法在某些数据集上也展现了不错的效果,
但他们往往需要针对不同数据集使用不同的超参

数,这类超参数的选择十分困难且耗时．而我们的算

法只需要使用相同的超参就可以得到很好的结果．

４　结束语

本文提出了一个新的深度森林框架 MIDF来

解决多示例学习问题．在这种新的框架下,拼接时会

把包中的每个示例都看做是一个包,从而使得中间

层的输出分布可以和包中的示例拼接成功,进而使

得级联结构依然有效．另外,我们的架构由２个级联

结构组成,其中一个使用k 折交叉验证来帮助自动

确定深度森林的层数,另一个根据所求的层数来计

算最终的结果．实验结果表明:我们的方法在图像任

务上的性能并不比擅长处理图像任务的 MIＧNets
差,而在在文本数据上,本文方法取得了比 MIＧNets
更好的效果．
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